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Santrauka

Šiame darbe yra apžvelgiamos dinaminės sistemos, detaliau akcentuojant tiesi-
nes stochastines dinamines sistemas, kadangi būtent jos yra einamojo doktorantūros
etapo pagrindinis tyrimo objektas. Atskiru atveju yra nagrinėjamas diskretaus laiko
nepriklausomų normaliųjų atsitiktinių dydžių sumų proceso, stebimo su triukšmu, mo-
delis, kurio nežinomų triukšmo parametrų vertinimui realiu laiku yra sukonstruojamas
rekursyvinis algoritmas, paremtas didžiausio tikėtinumo metodu.

Raktiniai žodžiai: dinaminės sistemos, Gauso triukšmas, sistemos identifikavimas,
rekursyvinis realaus laiko parametrų vertinimo algoritmas, didžiausio tikėtinumo me-
todas.
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1 Įvadas

Stochastinių dinaminių sistemų [5] modeliai yra plačiai naudojami gamtos,
inžinerinių bei socialinių procesų modeliavimui. Praktikoje aktualus tokių sistemų fil-
travimo, identifikavimo ir valdymo uždavinių sprendimas, kai sistema yra stebima su
triukšmu. Sistemos filtravimas yra suvokiamas kaip sistemos būsenos nustatymas iš
užtriukšmintų sistemos stebėjimų, identifikavimas – kaip jos parametrų įvertinimas, o
valdymas – kaip kontroliuojamųjų kintamųjų nustatymas laike, siekiant mažiausiomis
sąnaudomis atlikti norimą užduotį nepaisant sistemos stebėjimo priemones bei pačią sis-
temą veikiančio triukšmo. Šių uždavinių sprendimas realiu laiku reiškia momentalų
sprendinių atnaujinimą sulig pasirodančia nauja informacija (stebimomis/matuojamo-
mis reikšmėmis).

Įvairios stochastiniais dinaminiais modeliais aprašomos inžinerinės sistemos (pavyz-
džiui, mechaniniai robotai, judančių objektų stebėjimo įrenginiai) turi reaguoti į aplinkos
bei įvairių veiksnių pokyčius, dėl ko nauja sensoriškai gaunama informacija privalo būti
apdorojoma ir įvertinama realiu laiku. Šiam tikslui pasiekti reikalingi rekursyviniai algo-
ritmai, leidžiantys sistemą atitinkamai koreguoti tik pagal ankstesnę jos būseną bei naujai
gautą informaciją (laikant, kad ši informacija buvo paveikta triukšmo). Nors stochastinių
dinaminių sistemų teorija jau yra vystoma daugiau nei pusšimtį metų, žinomi meto-
dai arba nėra pakankamai efektyvūs realaus laiko kontekste, nes turimų stebėjimų aibę
skaičiavimuose naudoja pakartotinai, arba remiasi įvairiomis empirinėmis prielaidomis
bei euristikomis, kurių adekvatumas dažnai nėra iki galo aiškus. Taip pat didelė dalis
metodų (pavyzdžiui, susijusių su gerai žinomu Kalmano filtru [16]) veikia pilkos dėžės
principu, t.y. naudojasi kažkokia papildoma informacija, kuri realybėje dažniausiai nėra
žinoma. Be to, netgi toks, atrodytų, paprastas uždavinys kaip Vynerio proceso [10], ste-
bimo su triukšmu, filtravimo uždavinys dar nėra galutinai išspręstas. Taigi, egzistuoja
poreikis ieškoti fundamentalių rekursyvinių algoritmų, leidžiančių tik iš stebimos infor-
macijos efektyviai identifikuoti ir kontroliuoti sistemą jos evoliucijos eigoje.

Toliau šiame darbe plačiau supažindinama su dinaminėmis sistemomis (antras sky-
rius) bei konkrečiam stochastinės dinaminės sistemos modeliui sukonstruojamas rekur-
syvinis nežinomų triukšmo parametrų vertinimo algoritmas (trečias skyrius). Galiausiai,
ketvirtame skyriuje pateikiamos išvados.

2 Dinaminės sistemos

Dinaminė sistema yra laiko evoliucijos būsenų erdvėje taisyklė. Dinaminę siste-
mą sudaro abstrakti fazių arba būsenų erdvė, kurios koordinatės bet kurią akimirką
apibūdina būseną, ir dinaminė taisyklė, apibrėžianti visų būsenų kintamųjų artimiau-
sią ateitį, atsižvelgiant tik į tų pačių būsenos kintamųjų dabartines reikšmes. Pavyzdžiui,
švytuoklės būsena yra jos kampas ir kampinis greitis, o evoliucijos taisyklė yra Niutono
lygtis F = ma.
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Matematiškai dinaminę sistemą apibūdina pradinės reikšmės problema (angl. initial
value problem). Tai reiškia, kad egzistuoja laiko sąvoka ir kad būsena vienu metu išsi-
vysto į būseną arba galbūt būsenų rinkinį vėlesniu metu. Taigi būsenas galima išrikiuoti
pagal laiką, o laikas gali būti laikomas vienu kiekiu.

Dinaminės sistemos yra deterministinės, jei yra unikali kiekvienos būsenos pasekmė,
arba stochastinės (atsitiktinės), jei yra galimų pasekmių tikimybinis pasiskirstymas (mo-
netos metimas turi du padarinius su vienoda tikimybe kiekvienai pradinei būsenai).

Dinaminė sitema gali būti diskretaus arba tolydaus laiko. Diskretaus laiko determi-
nistinė sistema yra apibrėžiama kaip atvaizdis

x1 = f(x0),

pagal kurį sistema sekančiu laiku momentu pereina iš pradinės būsenos x0 į naują būseną
x1. Po laiko n turime

xn = fn(x0),

čia fn yra n-oji f iteracija. Tolydaus laiko deterministinė dinaminė sistema yra
apibūdinama srautu

x(t) = φt(x(0)),

duodančiu sistemos būseną laiko momentu t laikant, kad nuliniu laiko momentu siste-
mos būsena buvo x(0). Glotnų srautą galima diferencijuoti laiko atžvilgiu ir gauti dife-
rencialinę lygtį dx/dt = X(x). Funkcija X(x) yra vadinama vektoriniu lauku, kiekviena-
me fazių erdvės taške duodančiu greičio kryptimi nukreiptą vektorių.

Svarbus dinaminės sistemos analizės kriterijus yra tai, ar ji priklauso nuo laiko, ar
ne. Nuo laiko priklausomose dinaminėse sistemose jų evoliuciją apibrėžiančios funkcijos
priklauso nuo paties laiko, o nuo laiko nepriklausomose sistemose šios funkcijos laikui
bėgant nesikeičia.

Atliekant analizę labai svarbu, ar dinaminė sistema yra tiesinė, ar ne. Tiesines di-
namines sistemas lengva analizuoti, priešingai nei netiesines sistemas, kurios paprastai
pasižymi sudėtinga dinamine elgsena [15]. Norint gauti įžvalgų apie šias sudėtingas ne-
tiesines dinamines sistemas, dažnai tam tikrose vietose naudojamas linearizavimas.

Naudojant linearizavimą yra labai svarbi dar viena dinaminių sistemų klasifikacija,
leidžianti atskirti paprastus atvejus nuo sudėtingesnių. Hiperbolines dinamines siste-
mas galima efektyviai išanalizuoti atliekant linearizaciją, tuo tarpu ne hiperbolinės sis-
temos gali sukelti didelių bėdų kartu su linearizacija [1]. Hiperbolinės sistemos yra
struktūriškai stabilios, t.y. maži sistemos parametrų pokyčiai nekeičia kokybinės siste-
mos elgsenos. Ne hiperbolines sistemas sunku ištirti, jos pasitaiko retai ir gali būti laiko-
mos pereinamąja faze tarp dviejų skirtingo pobūdžio hiperbolinių sistemų [11].
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Disertacijos objektas yra stochastinės dinaminės sistemos, t.y. dinaminės sistemos,
veikiamos triukšmo. Susidomėjimas svyravimų poveikiu yra guvus jau daugiau nei
šimtmetį nuo pradinio Einšteino darbo [3]. Tradiciškai svyravimai yra klasifikuojami
kaip triukšmingi ar stochastiniai, kai tariama jų kilmė reiškia labai didelio skaičiaus
kintamųjų veikimą arba, kitaip sakant, kai egzistuoja labai daug laisvės laipsnių. Pavyz-
džiui, netvarkingas dalelių šiluminis judėjimas skysčiuose arba dujose gali būti supran-
tamas kaip triukšmas. Iš esmės tokios didelės dimensijos judesio lygtis galima užrašyti
ir nagrinėti analitiškai bei skaitmeniškai. Kita vertus sistemą, veikiamą daug kintamųjų,
galima tirti sujungiant jos deterministines judesio lygtis su triukšmu, kuris paprastai imi-
tuoja daugybės kintamųjų amžinąjį veikimą.

Triukšmo susiejimas su netiesinėmis deterministinėmis judesio lygtimis gali privesti
prie netrivialių efektų ( [4], [6], [13]). Pavyzdžiui, triukšmas gali stabilizuoti nestabilią
pusiausvyrą ir paslinkti išsišakojimą, t. y. parametro reikšmę, kuriai esant sistemos di-
namika keičiasi kokybiškai [2]. Triukšmas gali sukelti perėjimą tarp kartu egzistuojančių
deterministinių stabilių būsenų ar atraktorių. Dar įdomiau, kad triukšmas gali sukelti
naujas stabilias būsenas, kurios neturi deterministinio atitikmens. Galiausiai, triukšmas
sužadina vidinius virpesių režimus tiek tiesinėse, tiek netiesinėse sistemose. Pastaruoju
atveju tai netgi gali sustiprinti netiesinės sistemos reakciją į išorinius signalus [7].

Dažnai manoma, kad triukšmo poveikis prilygsta deterministinės sistemos
trajektorijų iškraipymui. Iš tikrųjų taip yra stebėjimų ar matavimų triukšmo atveju.
Tačiau netiesinėse sistemose, kuriose triukšmas veikia kaip varomoji jėga, triukšmas gali
drastiškai pakeisti deterministinę dinamiką.

Toliau panagrinėsime diskretaus laiko tiesines stochastines dinamines sistemas,
kadangi einamuoju doktorantūros etapu algoritmų kūrimas vykdomas būtent tokių
sistemų sprendimui.

2.1 Tiesinės dinaminės sistemos modelis

Nuo laiko nepriklausanti diskreti tiesinė dinaminė sistema yra klasikinis ir plačiai
naudojamas realių daugiamačių laiko eilučių duomenų {xt ∈ RNx}Tt−1 modelis. Pa-
slėptos būsenos {yt ∈ RNy}Tt−1 yra gerenuojamos naudojant laiko evoliucijos matricą
A ∈ RNy×Ny :

yt+1 = Ayt + εt,

čia {εt}Tt=1 yra nepriklausomi vienodai pasiskirstę daugiamačiai normalieji atsitiktiniai
dydžiai su nuliniu vidurkiu ir kovariacijų matrica Q. Stebėjimai xt yra generuojami iš yt
naudojant matricą C ∈ RNx×Ny :

xt = Cyt + νt,
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čia {νt}Tt=1 taip pat yra nepriklausomi vienodai pasiskirstę daugiamačiai normalieji at-
sitiktiniai dydžiai su nuliniu vidurkiu ir kovariacijų matrica R. Pradinės būsenos (y1)
pasiskirstymas yra daugiamatis normalusis su vidurkiu π1 ir kovariacijų matrica Π1.

Tokia tiesinė dinaminė sistema yra bene dažniausiai naudojamas laiko eilučių mode-
lis realaus pasaulio inžinerijoje bei finansuose. Taip yra dėl sąlyginio modelio paprastu-
mo, matematiškai prognozuojamo elgesio, didelio skaičiaus fizinių sistemų egzistavimo,
kurios gali būti modeliuojamos tokiu modeliu, bei fakto, kad tikslios išvados ir prognozės
naudojant šį modelį gali būti daromos efektyviai.

Tiesinės dinaminės sistemos identifikavimas apima parametrų θ =

{A,C,Q,R, π1,Π1} radimą. Populiariausi algoritmai skirstomi į tris plačias katego-
rijas: prognozavimo paklaidos metodas (angl. Prediction Error Method, PEM), poerdvio
identifikavimas (angl. Subspace Identification, 4SID) ir tikėtinumo maksimizavimas
(angl. Expectation Maximization, EM). Naudojant PEM [8], vieno žingsnio prognozės
paklaidos tikslo funkcija yra minimizuojamu gradientiniais optimizavimo metodais.
Dažniausiai naudojamas gradiento mažėjimo metodas, kuris reikalauja daug iteracijų
konvergavimui pasiekti, arba antrojo laipsnio optimizavimo metodai, kurie nėra
praktiški dideliems modeliams.

EM, kuris yra plačiai pritaikytas algoritmas paslėptų būsenų modelių didžiausio
tikėtinumo parametrų įverčiams, gali būti pritaikytas ir tiesinėms dinaminėms siste-
moms. Į dižiausio tikėtinumo funkciją galima žiūrėti kaip į atskirą prognozės paklai-
dos tikslo funkcijos atvejį [8], tačiau EM elgiasi skirtingai nei PEM optimizuojant tikslo
funkciją, dėl ko jis tampa praktiškesnis dideliems modeliams. Ir PEM, ir EM yra itera-
ciniai optimizavimo algoritmai, kurių kiekvienai iteracijai reikalingas perėjimas per visą
duomenų rinkinį. Kadangi gali prireikti labai daug iteracijų, šie algoritmai nėra tinkami
labai ilgoms laiko eilutėms.

Taikant 4SID metodą [9], tiesinės dinaminės sistemos lygtys yra perrašomos į didelių
blokų matricines formules, kurios yra naudojamos paslėptų būsenų sekos įverčiui gau-
ti per matricines projekcijas. Šis įvertis paskui yra naudojamos parametrų įvertinimui.
Blokų formulės generuoja ateities taškų prognozes naudojant tik i ankstesnių taškų,
kur i yra metaparametras, reguliuojantis sprendinio kokybės santykį su skačiavimų
sudėtingumu. Palyginimui, statistiškai optimalūs būsenos įverčiai (pvz., tie, kurie nau-
dojami EM E žingsnyje) naudoja visą laiko eilutę, apimant tiek praeities, tiek ir at-
eities stebėjimus. 4SID nėra iteracinis optimizavimo algoritmas kaip PEM arba EM,
todėl dažniausiai būna greitesnis už šiuos metodus, tuo pačiu išvengiant blogų lokalių
minimumų problemos. Kita vertus, šiuo algoritmu gaunami sprendiniai, nors ir aukštos
kokybės, nėra linkę būti lokaliai optimalūs kiekvienai tikslo funkcijai (tokiai kaip loga-
ritminei tikėtinumo). Dėl to yra siūloma naudoti EM algoritmą su sprendiniu, gautu iš
4SID algoritmo, tokiu būdu išvengiant blogo lokalaus minimumo ir tuo pačiu pasiekiant
statistinį optimalumą [14]. Vienas iš 4SID algoritmo trūkumų yra didelis atminties porei-
kis, dėl ko algoritmas yra sunkiau pritaikomas ilgoms laiko eilutėms.
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Sekančiame skyriuje paprastam tiesinės dinaminės sistemos modelio atvejui konst-
ruosime rekursyvinį realaus laiko parametrų vertinimo algoritmą.

3 Diskretaus laiko nepriklausomų normaliųjų atsitiktinių
dydžių sumų proceso, stebimo su triukšmu, parametrų verti-
nimas realiu laiku

Nagrinėkime diskretaus laiko nepriklausomų normaliųjų atsitiktinių dydžių sumų
proceso, stebimo su triukšmu, modelį. Vykstantį procesą žymėsime raide Y , o jo
stebėjimo su triukšmu rezultatą – X :

Y0 = 0, X0 = ν0,

Yi = Yi−1 + εi, Xi = Yi + νi,

i = 1, . . . , n, n ∈ N. Čia εi yra nepriklausomi N (0,σ2) atsitiktiniai dydžiai, o ν0 ir νi –
nepriklausomi N (0,σ2o) atsitiktiniai dydžiai.

Nagrinėjamas modelis yra atskiras tiesinės dinaminės sistemos modelio atvejis (vien-
matis su A = C = 1 ir žinoma pradine būsena).

1 pav.: Viena nagrinėjamo modelio realizacija su σ2 = σ2o = 1, n = 100

Parametrai σ2 ir σ2o yra nežinomi. Tikslas yra juos įvertinti realiu laiku tik iš stebimų
proceso reikšmių. Nagrinėsime ne pačias stebėjimų reikšmes X0, X1, . . . , Xn, o šių
reikšmių skirtumus, t.y. X1 − X0, X2 − X1, . . . , Xn − Xn−1, kadangi tokiu atveju pro-
ceso kovariacijų matricą galima užrašyti tridiagonalinės matricos pavidalu. Pažymėkime
Zk := Xk+1 −Xk, k = 0, . . . , n− 1, n ∈ N. Tada gauname

EZk = 0
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ir

Cov(Zk,Zl) = E(ZkZl) =


σ2 + 2σ2o , k = l

−σ2o , |k − l| = 1

0, |k − l| > 2

,

čia k,l = 0, . . . , n− 1, n ∈ N.

Dabar apibrėžkime vektorių Z =
(
Z0, Z1, · · · , Zn−1

)>
. Nesunku matyti, jog

vektorius Z turi n–matį Gauso skirstinį ir todėl tikimybinis tankis yra pavidalo

e−
1
2
Z>Σ−1Z

(2π)
n
2 |Σ|

1
2

, (1)

čia Σ := [Cov(Zk,Zl); 0 ≤ k,l ≤ n− 1].
Parametrų σ2 ir σ2o vertinimui yra natūralu naudoti didžiausio tikėtinumo meto-

dą [12]. Tokio pasirinkimo motyvacija yra paprasta – didžiausio tikėtinumo metodas
yra vienas iš dažniausiai naudojamų statistinės išvados darymo metodų, o didžiausio
tikėtinumo įverčiai pasižymi svarbiomis statistinėmis savybėmis: asimptotiniu nepas-
linktumu, pagrįstumu ir asimptotiniu efektyvumu. Nežinomų parametrų įverčiai šiuo
metodu yra gaunami kaip parametrai, maksimizuojantys daugiamatį tikimybinį tankį.
Logaritmuodami (1), gauname logaritminę didžiausio tikėtinumo funkciją:

L(σ2,σ2o) = −1

2

(
ln(|Σ|) + Z>Σ−1Z + n ln(2π)

)
.

Kadangi galioja lygybė

arg max
σ2,σ2

o

L(σ2,σ2o) = arg min
σ2,σ2

o

[
ln(|Σ|) + Z>Σ−1Z

]
,

todėl toliau, turėdami omenyje, kad funkcijos L(σ2,σ2o) maksimizavimo uždavinys
keičiasi į minimizavimo uždavinį, dėl paprastumo laikysime, jog

L(σ2,σ2o) = ln(|Σ|) + Z>Σ−1Z. (2)

Įsivedame parametrus:

p = σ2 + 2σ2o +

√
(σ2 + 2σ2o)

2 − (2σ2o)
2,

r = σ2 + 2σ2o −
√

(σ2 + 2σ2o)
2 − (2σ2o)

2,

s = ln
(p
r

)
.

(3)

Tada tikėtinumo funkciją (2) atitinka funkcija L, priklausanti nuo įsivestų parametrų
(kadangi mus domins rekurentinės išraiškos, nuo šiol imties tūrį n rašysime kaip indek-
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są):

Ln(s,r) = ln

(
sinh

(
sn+1

2

)
sinh

(
s12
) )+

n

2

(
s+ 2 ln

(r
2

))
+

2

r

ζ>n Cn(s)AnBn(s)ζn

sinh
(
sn+1

2

)
sinh

(
s12
)
e

s
2

, (4)

čia

ζn =
(
Z0, Z1, · · · , Zn−1

)>
,

An =




2, i > j

1, i = j

0, i < j

; 0 ≤ i,j ≤ n− 1

 ,

Bn(s) =

sinh
(
s i+1

2

)
, i = j

0, i 6= j
; 0 ≤ i,j ≤ n− 1

 ,
Cn(s) =

sinh
(
sn−i2

)
, i = j

0, i 6= j
; 0 ≤ i,j ≤ n− 1

 .
Iš lygties (Ln(s,r))′r = 0 randame parametrą r:

rn(s) = 2e−
s
2hn(s), (5)

čia

hn(s) =
ζ>n Cn(s)AnBn(s)ζn

n sinh
(
sn+1

2

)
sinh

(
s12
) .

Gautąją r išraišką įstatę į (4), toliau dirbsime su vieno kintamojo funkcija L̃n(s):

L̃n(s) = ln

(
sinh

(
sn+1

2

)
sinh

(
s12
) )+ n (1 + lnhn(s)) ,

Funkciją hn(s) užrašome per dydžius bn(s) ir cn(s), kuriuos paskui skleisime pirmos
eilės Teiloro eilute ir skaičiuosime rekurentiškai:

hn(s) =
1

n

(
bn−1(s)

sinh
(
s12
) (1 +

sinh
(
sn−12

)
sinh

(
sn+1

2

))

− bn−2(s)

sinh
(
s12
) (sinh

(
sn−12

)
sinh

(
sn+1

2

))

+
sinh

(
sn2
)

sinh
(
sn+1

2

) (2Zn−1cn−1(s) + Z2
n−1
))

,
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čia

bn(s) =
ζ>n Cn(s)AnBn(s)ζn

sinh
(
sn+1

2

) , (6)

cn(s) =
ζ>n diag (Bn(s))

sinh
(
sn+1

2

) . (7)

Dabar dydžiams bn(s) ir cn(s) pritaikę Teiloro aproksimaciją taško v aplinkoje, funk-
ciją L̃ užrašome apytiksle forma (tašką v rašysime kaip kintamąjį; kai v = s, gaunama
lygybė):

L̃n(s; v) ≈ ln

(
sinh

(
sn+1

2

)
sinh

(
s12
) )+ n (1 + lnhn(s; v)) ,

čia

hn(s; v) ≈ 1

n

(
bn−1(v) + (s− v)b′n−1(v)

sinh
(
s12
) (

1 +
sinh

(
sn−12

)
sinh

(
sn+1

2

))

−
bn−2(v) + (s− v)b′n−2(v)

sinh
(
s12
) (

sinh
(
sn−12

)
sinh

(
sn+1

2

))

+
sinh

(
sn2
)

sinh
(
sn+1

2

) (2Zn−1 (cn−1(v) + (s− v)c′n−1(v)
)

+ Z2
n−1
))

,

kur

b′n(v) =
ζ>n C

′
n(v)AnBn(v)ζn + ζ>n Cn(v)AnB

′
n(v)ζn

sinh
(
v n+1

2

)
−

n+1
2

(
ζ>n Cn(v)AnBn(v)ζn

)
cosh

(
v n+1

2

)
sinh2

(
v n+1

2

) ,

(8)

c′n(v) =
ζ>n diag (B′n(v))

sinh
(
v n+1

2

) −
n+1
2 ζ>n diag (Bn(v)) cosh

(
v n+1

2

)
sinh2

(
v n+1

2

) , (9)

o

B′n(v) =

cosh
(
v i+1

2

)
i+1
2 , i = j

0, i 6= j
; 0 ≤ i,j ≤ n− 1

 ,
C ′n(v) =

cosh
(
v n−i2

)
n−1
2 , i = j

0, i 6= j
; 0 ≤ i,j ≤ n− 1

 .
Dabar funkciją L̃n(s; v) užrašome išraiška, tinkama skaičiavimui su dideliais imties
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tūriais n:

L̃n(s; v) ≈ ln

(
1− e−s(n+1)

1− e−s

)
+ s

n

2
+ n (1 + lnhn(s; v)) ,

čia

hn(s; v) ≈ 1

n

(
bn−1(v) + (s− v)b′n−1(v)

sinh
(
s12
) (

1 + e−s
1− e−s(n−1)

1− e−s(n+1)

)

−
bn−2(v) + (s− v)b′n−2(v)

sinh
(
s12
) e−s

1− e−s(n−1)

1− e−s(n+1)

+ e−
s
2

1− e−sn

1− e−s(n+1)

(
2Zn−1

(
cn−1(v) + (s− v)c′n−1(v)

)
+ Z2

n−1
))

.

Dėl stabilumo, nežinomų parametrų vertinimo algoritme vietoje funkcijos L̃n(s; v)

minimizuosime funkciją L̄n(s; v) = L̃n(s;v)
n , o vietoje dydžių bn(s) ir b′n(s) atitinkamai

naudosime dydžius b̄n(s) = bn(s)
n ir b̄′n(s) = b′n(s)

n :

L̄n(s; v) ≈ 1

n
ln

(
1− e−s(n+1)

1− e−s

)
+
s

2
+ 1 + lnhn(s; v), (10)

čia

hn(s; v) ≈
b̄n−1(v) + (s− v)b̄′n−1(v)

sinh
(
s12
) (

1− 1

n

)(
1 + e−s

1− e−s(n−1)

1− e−s(n+1)

)

−
b̄n−2(v) + (s− v)b̄′n−2(v)

sinh
(
s12
) (

1− 2

n

)
e−s

1− e−s(n−1)

1− e−s(n+1)

+
1

n
e−

s
2

1− e−sn

1− e−s(n+1)

(
2Zn−1

(
cn−1(v) + (s− v)c′n−1(v)

)
+ Z2

n−1
)
.

Kadangi išraiškoje (10) nuo taško v priklausančius dydžius nežinomų dispersijų σ2

ir σ2o vertinimo algoritme nuolat rekurentiškai perskaičiuosime su vis besikeičiančiomis
v reikšmėmis, funkciją L̄ perrašykime į funkciją L̂, kurioje nuo v priklausantys dydžiai
bus tarp kintamųjų:

L̂n(s,v,b1,b
′
1,b2,b

′
2,c1,c

′
1) =

1

n
ln

(
1− e−s(n+1)

1− e−s

)
+
s

2
+ 1

+ ln

(
b1 + (s− v)b′1

sinh
(
s12
) (

1− 1

n

)(
1 + e−s

1− e−s(n−1)

1− e−s(n+1)

)

− b2 + (s− v)b′2
sinh

(
s12
) (

1− 2

n

)
e−s

1− e−s(n−1)

1− e−s(n+1)

+
1

n
e−

s
2

1− e−sn

1− e−s(n+1)

(
2Zn−1

(
c1 + (s− v)c′1

)
+ Z2

n−1
))

.

(11)
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Dabar dydžius b̄, b̄′, c, c′ užrašome rekurentinėmis išraiškomis:

cn(s) = (cn−1(s) + Zn−1) e
− s

2
1− e−sn

1− e−s(n+1)
; (12)

c′n(s) = ndn(s)− n+ 1

2

1 + e−s(n+1)

1− e−s(n+1)
cn(s), (13)

čia

dn(s) =
ζ>n diag (B′n(s))

sinh
(
sn+1

2

) (14)

ir

dn(s) = dn−1(s)

(
1− 1

n

)
e−

s
2

1− e−sn

1− e−s(n+1)
+
Zn−1

2
e−

s
2

1 + e−sn

1− e−s(n+1)
; (15)

b̄n(s) = b̄n−1(s)

(
1 + e−s

1− e−s(n−1)

1− e−s(n+1)

)
− b̄n−2(s)e−s

1− e−s(n−1)

1− e−s(n+1)

+
1

n

(
sinh

(
s

1

2

)
e−

s
2

1− e−sn

1− e−s(n+1)

(
2Zn−1cn−1(s) + Z2

n−1
)

− b̄n−1(s)

(
1 + e−s

1− e−s(n−1)

1− e−s(n+1)

)
+ 2b̄n−2(s)e

−s 1− e−s(n−1)

1− e−s(n+1)

)
;

(16)

b̄′n(s) = b̄′n−1(s)

(
1 + e−s

1− e−s(n−1)

1− e−s(n+1)

)
− b̄′n−2(s)e−s

1− e−s(n−1)

1− e−s(n+1)

−
(
b̄n−1(s)− b̄n−2(s)

)
e−s

1− e−2sn − ne−sn (es − e−s)
1− 2e−s(n+1) + e−2s(n+1)

+
1

n

(
e−s

1− 2e−sn + e−2sn + ne−sn (es − 2 + e−s)

2
(
1− 2e−s(n+1) + e−2s(n+1)

) (
2Zn−1cn−1(s) + Z2

n−1
)

+ 2Zn−1 sinh

(
s

1

2

)
e−

s
2

1− e−sn

1− e−s(n+1)

(
dn−1(s)(n− 1)− n

2
cn−1(s)

1 + e−sn

1− e−sn

)
− b̄′n−1(s)

(
1 + e−s

1− e−s(n−1)

1− e−s(n+1)

)
+ 2b̄′n−2(s)e

−s 1− e−s(n−1)

1− e−s(n+1)

+
(
b̄n−1(s)− 2b̄n−2(s)

)
e−s

1− e−2sn − ne−sn (es − e−s)
1− 2e−s(n+1) + e−2s(n+1)

)
.

(17)

Dabar jau galime užrašyti rekursyvinį nežinomų parametrų σ2 ir σ2o vertinimo algoritmą,
leisiantį parametrų vertinimą atlikti realiu laiku:
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Input. σ2pr ir σ2o,pr – spėjamos pradinės nežinomų modelio triukšmo dispersijų σ2 ir
σ2o reikšmės; npr – imties tūris, su kurio pradedami skaičiuoti σ2 ir σ2o įverčiai; npb –
imties tūris, iki kurio vyksta σ2 ir σ2o įverčių skaičiavimas.

Output. Modelio triukšmo dispersijų σ2 ir σ2o įverčiai prie skirtingų imties tūrių
n.

1 žingsnis. Į (3) įstatome σ2pr ir σ2o,pr ir randame spr.

2 žingsnis. Naudodami (6) – (9) bei (14), apskaičiuojame dydžius b1 = b̄npr−1(spr),
b2 = b̄npr−2(spr), b′1 = b̄′npr−1(spr), b′2 = b̄′npr−2(spr), c1 = cnpr−1(spr), d1 = dnpr−1(spr),
c′1 = c′npr−1(spr).

3 žingsnis. Randame snpr : snpr = min
s
L̂npr(s,spr,b1,b

′
1,b2,b

′
2,c1,c

′
1) (žr. (11)); pasinaudoję

funkcija

r̂n(s,b1,b2,c1) = 2e−
s
2

(
b1

sinh
(
s12
) (1− 1

n

)(
1 + e−s

1− e−s(n−1)

1− e−s(n+1)

)

− b2

sinh
(
s12
) (1− 2

n

)
e−s

1− e−s(n−1)

1− e−s(n+1)

+
1

n
e−

s
2

1− e−sn

1− e−s(n+1)

(
2Zn−1c1 + Z2

n−1
))

,

(18)

randame rnpr : rnpr = r̂npr(snpr ,b1,b2,c1); iš snpr , rnpr ir (3) lygčių randame σ2npr
ir σ2o,npr

.

4 žingsnis. Įsivedame indeksą i: i = npr.

5 žingsnis. Naudodami dydžius b1, b2, b′1, b′2, c1, d1 ir c′1 bei (12) – (13) ir (15) –
(17) sąryšius, apskaičiuojame dydžius c0 = ci(si), d0 = di(si), c′0 = c′i(si), b0 = b̄i(si),
b′0 = b̄′i(si).

6 žingsnis. Atliekame priskyrimus: b2 = b1, b1 = b0, b′2 = b′1, b′1 = b′0, c1 = c0,
d1 = d0, c′1 = c′0.

7 žingsnis. Analogiškai kaip ir 3-jame žingsnyje, apskaičiuojame si+1, ri+1, σ2i+1 ir
σ2o,i+1 (vietoj spr įstatomas si).

8 žingsnis. Atnaujiname indeksą i: i = i+ 1.

9 žingsnis. Tikriname sąlygą: jei i < npb, grįžtame į 5-ąjį žingsnį; priešingu atveju
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– stop.
2 – 4 pav. pavaizduotas algoritmo veikimas. Visais trimis atvejais σ2pr = σ2o,pr = σ2 =

σ2o = 0,1, npr = 100, npb = 106.

0,09

0,092

0,094

0,096

0,098

0,1

0,102

0,104

0,106

0,108

0,11

1 2001 4001 6001 8001

Įv
e

rt
is

 

Imties tūris (šimtais) 

sigma^2

sigma^2_o

2 pav.: Algoritmo veikimo iliustracija

0,09

0,092

0,094

0,096

0,098

0,1

0,102

0,104

0,106

0,108

0,11

1 2001 4001 6001 8001

Įv
e

rt
is

 

Imties tūris (šimtais) 

sigma^2

sigma^2_o

3 pav.: Algoritmo veikimo iliustracija

DMSTI-DS-N009-19-14 15



0,08

0,085

0,09

0,095

0,1

0,105

0,11

0,115

0,12

1 2001 4001 6001 8001

Įv
e

rt
is

 

Imties tūris (šimtais) 

sigma^2

sigma^2_o

4 pav.: Algoritmo veikimo iliustracija

Galima matyti, jog skirtingos algoritmo realizacijos esant tiems patiems simuliaci-
niams parametrams skiriasi, tačiau nežinomų parametrų įverčiai, nors ir nevienodai,
artėja prie tikrųjų reikšmių.

4 Išvados

Egzistuojantys diskretaus laiko invariantinių tiesinių dinaminių sistemų identifi-
kavimo metodai turi savų trūkumų, kas sufleruoja, jog yra prasminga ieškoti naujų,
konkurencingų algoritmų, juolab, kad yra daug praktinių taikymų, kuriems sistemos pa-
rametrus reikia vertinti realiu laiku, o esama teorija yra labiau pažengusi sistemos iden-
tifikavimo uždavinio sprendime ne realaus laiko atveju.

Darbe pasiūlytas rekursyvinis realaus laiko parametrų vertinimo algoritmas diskre-
taus laiko nepriklausomų atsitiktinių dydžių sumų proceso, stebimo su triukšmu, mode-
liui, kuris yra atskiras tiesinių dinaminių sistemų atvejis. Atlikta kompiuterinė simulia-
cija verifikuoja algoritmo veikimą, tačiau reikalingi išplėstiniai simuliaciniai bei teoriniai
tyrimai, iš kurių svarbiausias yra konvergavimo įrodymas.
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