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Tyrimo objektas

* Didelés apimties medicinos duomenys, administracinio pobudzio
sveikatos duomeny rinkiniai

 Klasterizavimo algoritmai

* Prognostiniai depresijos prognozavimo modeliai



Tyrimo tikslas

 Pasiulyti metodg didelés apimties medicinos duomenims klasterizuoti,
atsizvelgiant | duomeny dinamikos laike savybes.

 Pasiulyti prognostinj depresijos prognozavimo modelj, pritaikomg
administracinio pobudzio sveikatos duomeny rinkiniams.



Uzdaviniai

e |Stirti dideles apimties medicinos duomeny klasterizavimui dazniausiai
taikomus klasterizavimo metodus.

 Pasiulyti klasterizavimo algoritma ar esamo metodo patobulinimg,
kuris atsizvelgty j dinamika laike.

* Pritaikyti atrinktus algoritmus ir pasitlytg sprendimg realiems
medicinos duomeny rinkiniams.

 Pasiulyti algoritmo integravimo j sveikatos priezituros jstaigos
informacine sistemg model;.



Uzdaviniai

e |Stirti dazniausiai taikomus prognostinius modelius depresijai
prognozuoti.

 Pasiulyti algoritmag ar esamo metodo patobulinimg, kuris buty
pritaikomas administracinio pobudzio sveikatos duomeny rinkiniams
ir atsizvelgty j dinamika laike.

* Pritaikyti pasitulytg sprendima realiems medicinos duomeny
rinkiniams.

 Pasiulyti algoritmo integravimo j sveikatos prieziuros jstaigos
informacine sistemga model,.



Visos doktoranturos planas

Studijy metai Egzaminai Dalyvavimas Publikacijos
konferencijose
Planas Jvykdyta Planas Jvykdyta | Planas Jvykdyta Buklé 4

1 (2017/2018) | 2 2 1 1 1 publikuota
I1(2018/2019) | 2 0 1 5 2 2 publikuota

2 (skolaisll| 1 2 1 2 2 publikuota
I (2021/2022)| o0 mety)
IV (2022/2023)| O 0 1
IS viso: 4 4 2 8 2 5




Ataskaita uz Ill mokslo metus, 2 pusmet;j

* Egzaminai

Egzaminai

Planas Jvykdyta Buklé
Netiesiniai statistikos Netiesiniai statistikos modeliai masiniy duomeny analizéje, 2022 m. ISlaikytas
modeliai masiniy kovo 18 d.

duomeny analizéje

Daugiamaciy duomeny Daugiamaciy duomeny vizualizavimo metodai, 2022 m. kovo 30 d. ISlaikytas
vizualizavimo metodai

* Konferencijos

Dalyvavimas konferencijose

31st International Puronaite, Roma, Ramanauskaité, Dovilé, Burneikaité, Greta, Tarptautiné
Biometric Conference, Svaikeviciene, Kristina, Savareikaite, Alicija, Vaitkute, Samanta,

2022 m. liepos 10-15d., Jakaitiené, Audroné, Dambrauskas, Laimis, Jureviciené, Elena,

Ryga, Latvija Trink@nas, Justas, Kasiulevicius, Vytautas, Kazénaité, Edita,

»,Challenges of modeling depression and anxiety risk using data
from large healthcare databases: systematic review and situation

analysis”, 31st International Biometric Conference, 2022 m. liepos
10-15 d., Ryga, Latvija

Publikacijos

¢ P u b | | ka C U (ON) Planas Jvykdyta Buklée Publikacijos

tipas

Paskutinj pusmetj naujy publikacijy néra.




Moksliniy tyrimuy ir disertacijos rengimo etapai

Darbo pavadinimas Atlikimo Pastabos
terminai

1| Moksliniy tyrimy disertacijos tema apivalga ir| 2017 m. spalio Maudojant sisteminés literatlros apivalgos metoda, atlikta literatlros analizé Ziomis

analize (Lietuvoje ir uzsienyje): meén. —2018 m. | temomis:
birielio mén.
Anotuotos bibliografijos sudarymas. Sistemine literaturos apivalga — dauginiy ligy modeliy klasterizavimo metodai {iZnagrinata
Mokslings literaturos apZvalga. Egzistuojanciy 151 publikacija, identifikuoti Sioje tematikoje naudojami klasterizavimo metodai) ir
metody taikymo medicinos duomenims
analizavimas. Sistemine literaturos apZvalga — netiesiniai statistikos modeliai: dauginiy ligy analizés tyrimai

naudojant didelés apimties medicinos duomeny masyvus (iSnagrinéta 206 publikacijos,
identifikuoti Sioje tematikoje naudojami klasterizavimo metodai)

Apivelgtos antriniu tikslu naudojamos administracinés duomeny bazés analizés strategijos

Mokslinio tyrimo vykdymas: 2018 m. birielio | Atlikus literaturos analize nustatyta, kad tokio tipo duomenys (elektroniniy sveikatos jrasy,
2 meén.—2018 m. | administraciniy duomeny baziy) daZniausiai analizuojami taikant skerspjuvio tipo metodus

2.1, Tyrimo metodikos sudarymas: lapkrifio meén. taikant klasterizavimo metodus duomenims tam tikrame stebéjimo taske ar apibendrintai

1. Disertacijos tikslo formulavimas. tam tikro laikotarpio informacijai, neatsizvelgiant j dinamika.

2. Disertacijos uzdaviniy formulavimas. Muspresta nagrinéti nuo laiko priklausomy sgry3iy jvertinimo galimybes.

Disertacijos tikslas:
Pasiulyti klasterizavimo algoritmy papildyma didelés apimties medicinos duomenims,
atsizvelgiant | duomeny dinamikos laike savybes.

Disertacijos uZdaviniai:
1. I5tirti didelés apimties medicinos duomeny klasterizavimui daZniausiai taikomus
klasterizavimo metodus.
2. Pasiulyti klasterizavimo algoritma ar esamo metodo patobulinima, kuris atsizvelgty j
I}, dinamikg laike.
3. Pritaikyti atrinktus algoritmus ir pasidlyta sprendimag realiems medicinos duomeny
rinkiniams.
4, Pasiulyti algoritro integravimo | sveikatos priefilros jstaigos informacine sistema
modelj.




2.2. Teorinis tyrimas:
Matematinio modelio sudarymas.
Algoritmy konstravimas ir tobulinimas.

2018 m.
lapkrigio mén. —
2019 m. hirZelio
menmn.

MNagrinéjami ir iShandomi nagrinétoje literaturoje pasitulyti metodai atsizvelgiantys j
duomeny dinamika.
Empiriniui tyrimui atrinkta:
* Skerspjuvio tipo analize
* Temporalinio fenotipavimo metodai (PARAFACZ, neneigiamas matricos
faktorizavimas)
* Laiko dimensijos transformavimas (siuloma transformacijai naudoti Poincare
grafikus {indeksus), laiko eiluciy islyginima, netiesinius statistinius modelius)
*  Kiti: gilusis mokymas, gilieji rekurentiniai neuroniniai tinklai, arba gilicjo mokymo
teksto analizés metodai.

2.3. Empirinis tyrimas:

1. Siulomy algoritmy pritaikymas medicinos
duomenims.

2. Siulomy algoritmy tobulinimas,
atsiivelgiant | gautus rezultatus.

2018 m. hirZelio
men, — 2020 m.
Vasario menmn,
2018 m. birielio
mén. — 2022 m.
vasario mén.*

Dauginiy ligy duomenys pagal atitinkamus ligy kodus buvo suskaidyti | pacienty turinéiy tam
tikrg liga pogrupius:
» Diabetas
» Létingé obstrukcing plaucdiy liga
¢ Depresija ir nerimas
Kiekvieno paciento atveju buvo sudaryti dvinariai kintamieji atitinkantys ligos (isskirta 30
l&tiniy ligy) buvima arba nebuvimg atitinkamo paciento ligos istorijoje per tyrimo laikotarpj.
Siuose pogrupiuose pritaikius hierarchinj klasterizavima (angl. HCA) gauti ligy klasteriai,
kurie buvo vertinti gydytojy specialisty, dalis Siy klasteriy jvertinti kaip turintys klinikinj
paaiskinimg. Taip pat pritaikyta tiriamoji faktoriné analizé (angl. EFA). Koreliacijos matrica
sudaryta naudojant tetrachoring koreliacijg tarp dvinariy kintamyjy pory.
Atlikta vizuali daugiamaciy dauginiy ligy duomeny analizé
Pradeta:
* Temporalinio fenotipavimo metodai (PARAFACZ, neneigiamas matricos
faktorizavimas)
Mumatoma:
* lLaiko dimensijos transformavimas (silloma transformacijai naudoti Poincare grafikus
(indeksus), laiko eiludiy iZlyginima, netiesinius statistinius modelius)
*  Kiti: gilusis mokymas, gilieji rekurentiniai neuroniniai tinklai, arba giliojo mokymo
teksto analizés metodai.




2.4, Gauty duomeny analizé, apibendrinimas,
ifvady parengimas:

1. Algoritmy tikslumo jvertinimas,
palyginimas su kity autoriy metodais,
atrinktais remiantis ianalizuota moksline
literatdira.

2. Gauty rezultaty apibendrinimas.

3. |[Evady parengimas.

2020 m. vasario
men. — 2020 m.
liepos meén.

2022 m. vasario
mén. — 2022 m.
liepos men.*

2021/2022 metaiz | pusmetis

Planuojamos publikacijos (pradéta rengti):

Depresijos ir nerimo prognozavimas remiantis administracinio pobOdZio duomenimis,
pritaikant Poincare plot metods ir apskaifivuotus indeksus

(Health Informatics tematikos Zurnale)

2021/2022 metaiz || pusmetis

Praneiimas konferencijoje:

Puronaite, Roma, Ramanauskaité, Dovilg, Burneikaits, Greta, Svaikevitiens, Kristina,
Savareikaité, alicija, Vaitkute, Samanta, Jakaitiene, Audrong, Dambrauskas, Laimis,
lurevitiené&, Elena, Trinkdnas, Justas, Kasiulevitius, Vytautas, Kazénaité, Edita, , Challenges of
modeling depression and anxiety risk using data

from large healthcare databases: systematic review and situation

gnalysis”, 31st internotional Biometric Conference, 2022 m. liepos 10-15 d., Ryga, Latvija

Wykdomi: Prognostiniy modeliy depresijai prognozuoti eksperimentai.

Atskirg daktaro disertacijos daliy (tyrimo
metodikos, rezultaty, ginamy teiginiy, ifvady,
irkt.] parengimas:

1

o Lo pa

Tyrimy apivalga ir analizé.

Tyrimo metodikos sudarymas.
Teaorinis tyrimas.

Empirinis tyrimas.

Gauty duomeny analize,
apibendrinimas.

l5vados, jvadas, literatliros sgrasas.

2020 m. rugséjo
mén. — 2021 m.
EEgUZIES Men.

2022 m. rugseéjo
mén. — 2023 m.
geguiés meén. *

2021/2022 metais | pusmetis
Pradétos rengti dalys: mokslinés literatlros apivalga, tyrimo metodika, duomeny analizé.

2021/2022 metaiz || pusmetis
Tesiama: mokslinés literatiros apivalga, tyrimo metodika, duomeny analize.
Pradétos rengti dalys: eksperimenting dalis.

Daktaro disertacijos parengimas ir svarstymas
padalinyje

2021 m. birZelio mén.
2023 m. birielio mén.*

Daktaro disertacijos gynimas

2021 m. rugséjo men.
2023 m. rugséjo mén.*




IBC2022 konferencija

Sisteminé literaturos apzvalga

Tikslas: taikant sisteminés literattros
apzvalgos metodg

isrinkti ir apibendrinti informacijg apie
depresijai ir nerimui

prognozuoti taikomus metodus.

Pagrindiniai tyrimo tikslai apzvelgti Siuos
prognostinio modelio karimo etapus:

1. Duomeny tvarkymas ir parengimas
2. Modeliy parinkimas

3. Modeliy tikslumo vertimas

4. Vidinis ir iSorinis validumas

5. Praktinis pritaikymas

Priemonés: CHARMS klausimynas (publikacijy

T sisteminimui), TRIPOD klausimynas

(atitiktis gerajai prognostiniy modeliy aprasymo
praktikai), PROBAST klausimynas (SaliSkumo
rizikos jvertinimas).



IBC2022 konferencija

Sisteminé literaturos apzvalga

dentification of new studies via databases and registers

Logistic regression (n=18)
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Apibendrinimas

e Modeliai depresijai prognozuoti: e Atitikimas TRIPOD nevirSija 75
proc. (max. 100 proc., vertinami
e Vidutinis AUC 0,646 29 teiginiai).
: : : e e Maziausias atitikimas nustatytas
- GefEss mmade s leglHne aprasant prediktorius, rezultatus
regresija, AUC=0,782 P P ’ ’

pritaikomuma praktikoje.

e PROBAST: 5 is 8 —aukstos
saliSkumo rizikos, 1 — zemos, 2 —
neuztenka duomeny jvertinti.

e Daugiausiai aukstai rizikai
priskiriama dalis: pacienty grupés
atrankos ir aprasymo.

e 5 publikacijose nurodoma, kad vertintas
vidinis validumas, nei viena nenurodo
iSorinio validumo vertinimo.

e Hiperparametry parinkimui naudojamas
CV metodas (nenaudojama atskira
validavimo imtis.



Eksperimentai: Prognostinio modelio kGrimas

* Analizuojama populiacija: Létinémis ligomis, jvertintomis vieneriy
mety ligos istorija, sergantys asmenys, kuriems vienerius metus
nebuvo nustatyta depresijos diagnozé.

* Grupé 0 —asmenys isS analizuojamos populiacijos, kurie per
ateinancius metus nuo vertinimo tasko (index) neturi depresijos
diagnozeés.

* Grupé 1-asmenys is analizuojamos populiacijos, kurie per

ateinancius metus nuo vertinimo tasko (index) turi depresijos
diagnoze (F32.* arba F33.%).



Eksperimentai: Prognostinio modelio klGrimas

1. Duomeny rinkiniai: DEP12 plus DGN ir DEP12 plus DGN_ATC.

DGN: 31 létiné liga pagal létiniy ligy apibrézima (remiantis tarptautinés
ligy klasifikacijos kodais, pvz. Diabetas: E10, E11).

ATC: 108 vaisty kodai nurodantys vaisty terapine grupe (pvz. gliukoze
mazinantys vaistai: A10B

2. Mokymo ir testavimo rinkinius (70/30).
Mokymo imtis: DEPO: 238092; DEP1: 3124; 1,3 proc.
Testavimo imtis: DEPO: 101997; DEP1: 1380; 1,3 proc.



Eksperimentai: Prognostinio modelio klGrimas

3. Mokymo duomeny rinkinio klasiy subalansavimas: dirbtiné mazumos
sukurimo technika (Synthetic Minority Oversampling Technique, SMOTE),
prisitaikancCiy kaimyny dirbtiné mazumos sukurimo technika (angl. Adaptive
Neighbor Synthetic Minority Oversampling Technique, ANS).

4. Prediktoriy atrinkimas (feature selection). Chi-square of independence test,
p <0,05

5. Atliekamas modeliavimas pritaikant kelis skirtingus metodus:

logistineés regresijos (LogReg), daugiasluoksnis perceptronas (MLP), AdaBag,
diskriminantinés analizés (binda), Naivaus Bajeso (nbDiscrete).

6. Hiperparametry parinkimui naudojama 10 daliy kryzminé validacija.



Sensitivity

1.0

08

086

04

02

00

Rezultatai (1): mokymo imtis

Synthetic Minority Oversampling Technique (SMOTE)

DGN.LogReg (AUC = 0.576)
DGN+ATC.LogReg (AUC = 0.624)
DGN.MLP (AUC = 0.568)
DGN+ATC.MLP (AUC = 0.666)

DGN .AdaBag (AUC = 0.551)
DGN+ATC.AdaBag (AUC = 0.592)
DGN binda (AUC = 0.574)

DGN+ATC binda (AUC = 0.611)
DGN.nbDiscrete (AUC = 0.574)
DGN+ATC.nbDiscrete (AUC = 0.611)
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Adaptive Neighbor Synthetic Minority Oversampling Technique (ANS)

DGN.LogReg (AUC = 0.573)
DGN+ATC.LogReg (AUC = 0.632)
DGN.MLP (AUC = 0.594)
DGN+ATC.MLP (AUC = 0.691)
DGN.AdaBag (AUC = 0.55)
DGN+ATC AdaBag (AUC = 0.602)
DGN binda (AUC = 0.573)

DGN+ATC binda (AUC = 0.618)
DGN.nbDiscrete (AUC = 0.573)
DGN+ATC.nbDiscrete (AUC = 0.618)
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SMOTE
Auksciausias AUC:
MLP, DGN+ATC,
AUC = 0,666

ANS

Auksciausias AUC:
MLP, DGN+ATC,
AUC = 0,691



Sensitivity
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Rezultatai (2): testavimo imtis

Synthetic Minority Oversampling Technique (SMOTE)

DGN.LogReg (AUC = 0.572)
DGN+ATC.LogReg (AUC = 0.621)
DGN.MLP (AUC = 0.556)
DGN+ATC.MLP (AUC = 0.597)
DGN.AdaBag (AUC = 0.555)
DGN+ATC.AdaBag (AUC = 0.6)
DGN.binda (AUC = 0.577)

DGN+ATC binda (AUC = 0.618)
DGN.nbDiscrete (AUC = 0.577)
DGN+ATC.nbDiscrete (AUC = 0.618)
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Adaptive Neighbor Synthetic Minority Oversampling Technique (ANS)

DGN.LogReg (AUC = 0.572)
DGN+ATC.LogReg (AUC = 0.619)
DGN.MLP (AUC = 0.558)
DGN+ATC.MLP (AUC = 0.604)
DGN.AdaBag (AUC = 0.556)
DGN+ATC.AdaBag (AUC = 0.6)
DGN.binda (AUC = 0.574)

DGN+ATC binda (AUC = 0.614)
DGN.nbDiscrete (AUC = 0.574)
DGN+ATC.nbDiscrete (AUC = 0.614)
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SMOTE
Auksciausias AUC:
Log Reg, DGN+ATC
AUC=0,621

ANS

Auksciausias AUC:
Log Reg, DGN+ATC
AUC=0,619



Sensitivity
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Rezultatai (3): mokymo ir testavimo imtys

Performances curves. Best AUC values for ROC

Train: DGN+ATC.LogReg (AUC = 0.632)

—— Test: DGN+ATC.LogReg (AUC = 0.619)
Train: DGN+ATC.MLP (AUC = 0.691)

—— Test: DGN+ATC.MLP (AUC = 0.604)
Train: Ensemble (AUC = 0.709)

— Test: Ensemble (AUC = 0.6)
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Performances curves. LogReg

Train: DGN+ATC.LogReg (AUC = 0.632)
— Test: DGN+ATC.LogReg (AUC = 0.619)
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IS literatUros apzvalgos:
e Vidutinis AUC 0,646

e @Geriausias
modelis: Log Reg, AUC
=0,782

Eksperimentai:

SMOTE
Auksciausias AUC:
Log Reg, DGN+ATC
AUC=0,621

ANS

Auksciausias AUC:
Log Reg, DGN+ATC,
AUC=0,619



Rezultatai (4): modeliy tikslumo palyginimas

el DGEMN=+ATC
LogReg M LF AdaBag binda nbDiscrete LogReg MLP AdzBag binda nbDiscrete Ensemble
Sensitivity 0,462 0,241 0,255 0,480 0,480 0,512 0,388 0,336 0,516 0,515
SMOTE  Specificiky 0,682 0,872 0,856 0,675 0,675 0,750 0,805 0,BE4 0,719 0,720
AUC 0,572 0,556 0,555 0,577 0,577 0,621 0,597 0,600 0,618 0,618
Sensitivity 0,452 0,547 0,255 0,474 0,474 0,454 0,539 0,337 0,488 0,488 0,511
ANE Specificiky 0,601 0,560 0,856 0,674 0,675 0,744 0,668 0,Be4 0,741 0,741 0,690
AUC 0,572 0,558 0,556 0,574 0,574 0,619 0,604 0,600 0,614 0,614 0,600




Apibendrinimas

Literaturos apzvalga
* Modeliai depresijai prognozuoti:
 Vidutinis AUC = 0,646, Geriausias modelis: Log Reg, AUC = 0,782

Eksperimentai

* AukscCiausias pasiektas tikslumas:
« SMOTE Log Reg, AUC =0,621 (jautrumas: 0,512, specifiskumas: 0,730)
* ANS Log Reg, AUC = 0,619 (jautrumas: 0,494, specifiSkumas: 0,744)

* Prediktoriai: Diagnozeés + Vaisty terapinés grupeés



Apibendrinimas

Probleminés vietos (literaturos apzvalga + eksperimentai)

Didelis klasiy disbalansas (~1 proc. depresijos)

Ligos apibrézimo kriterijai (klinikinés informacijos, objektyvaus jvertinimo
trukumas)

Prediktoriy parinkimas

Mazas modeliy jautrumas



Kito pusmecio planas

* Parengti publikacijg remiantis sisteminés literattros apzvalgos
duomenimis.
* Eksperimentai:
e Kiti klasiy subalansavimo metodai (pvz. didesnés sumazinimas)
* Prognostinio modelio papildymas kaitos laike vertinimu.
* Prognostinio modelio papildymas ligy/vaisty sgveiky informacija is
didelés apimties ziniy duomeny baziy.



